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概 要
悪性度の高い皮膚がんの 1つであるメラノーマは早

期発見が重要である．本研究では頑健な自動診断システ

ム実現のため，深層学習分野で極めて優れた成果を実現

している要素技術である residual networks，squeeze-

and-excitation networks，mean teachers を導入した

識別器をベースに，皮膚腫瘍診断のための独自の body

hair augmentationを提案する．深層学習技術に基づ

く識別器に対して提案手法を適用することにより，識

別精度 90.6%を達成した．

1 はじめに
メラノーマは予後不良の皮膚がんであり早期発見が

必要不可欠である．診断時は医師の目視検査やダーモ

スコピー (皮膚科医専用の偏光レンズつき拡大鏡)によ

る診断を行うが，診断精度は 75-84%程度 [1]に留まる．

近年，convolutional neural networks (CNN)を皮膚

腫瘍画像解析に利用した高精度の自動診断支援手法が

提案されてきている [2]．このような CNNベースの診

断システムは学習に際して大量の訓練データが必要で

あるが，医療データの大規模データセット構築は容易

ではない．こうした問題に対して ImageNetで事前学

習した深層学習モデルを fine-tuningすることにより，

診断精度の向上が報告されている [3]．しかしながら皮

膚ダーモスコピー画像は非常に多様な外観を持つこと

からなお過学習に陥りやすい．また体毛や影，コント

ラスト不良など様々な悪条件画像に対しては大幅に診

断精度が低下し，頑健な識別器の構築は容易ではない．

一方，画像認識で最先端の結果を残している SE-

ResNet [4]は ResNet [5]に対して空間特徴を圧縮して

伝達する squeeze-and-excitation block (SEBlock) を

導入し，結合加重の総数を減らすことで過学習を抑制

し，高い識別精度を実現している．また複数の識別器

を組み合わせる network emsembleと半教師あり学習
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図 1: Body hair augmentation適用前 (左図)と適用後

(右図)．皮膚腫瘍画像に対して疑似体毛を付与する．

を同時に成り立たせるmean teachers [6]は，汎化性向

上に大きな貢献をもたらす手法で，今回のように教師

(診断)ラベルのコストの高い医療分野での貢献が特に

期待できる．我々はこの SE-ResNetとmean teachers

を組み合わせた高い頑健性が期待できるネットワーク

をメラノーマ診断のためのベースラインとして用いる．

先行研究ではダーモスコピー上の体毛といったノイ

ズは前処理で取り除かれてきた [7]．しかしこうした前

処理では，もともと体毛が存在していた皮膚部分や腫

瘍領域は擬似的なものになってしまう．そこで本研究

では，悪条件画像においても安定的に識別ができるこ

とを目的に，患部付近の体毛がシステムの診断の妨げ

となる点に着目し，あえて疑似体毛を付与することで

頑健となるよう学習を行う body hair augmentationを

提案する．前述の深層学習技術に基づく複数種の識別

器と半教師あり学習の枠組みに対して提案手法を適用

することで効果を確認する．

2 手法
本報告で提案する body hair augmentationは buffon

の針 [8]に基づいて，擬似的に体毛を模倣する線を描

画する．このとき描画される線はベジェ曲線に従って

ランダムに曲線とする．描画した疑似体毛はガウシア

ンフィルタを掛けた後，差分合成を用いてダーモスコ

ピー画像に合成する．提案手法の適用例を図 1に示す．



表 1: ISIC2018公式評価セットを用いた皮膚腫瘍画像に対する識別精度の比較

Model
Balanced Accuracy [%]

Baseline Mean teachers Body hair augmentation Mean teachers + Body hair augmentation

SE-ResNet101 [4] 86.4 87.3 88.4 90.6

ResNet101 [5] 85.7 86.9 87.5 88.5
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図 2: 本研究で用いたシステムアーキテクチャの概要

3 評価実験と結果
評価実験では表 2に示すメラノーマ (MEL) を含む

7種類の皮膚腫瘍画像が含まれる，HAM10000 [9]を

ベースとした ISIC2018 Challenge1task 3 データセッ

トを学習データとして使用した．

表 2: ISIC2018 task 3データセットの概要
labeled unlabeled

Total
MEL NV BCC AKIEC BKL DF VASC validation test

1,113 6,705 514 327 1,099 115 142 193 1,512 11,720

同じ患者の皮膚画像が学習セットと評価セットに含

まれないように分割する，group 5-fold cross valida-

tionを用いて 5つのモデルを学習させた．システムは

ResNet101および SE-ResNet101を用いたネットワー

クに対して，半教師あり学習であるmean teachersを用

いたアーキテクチャ [10]をベースとしている．システム

の概要を図 2に示す．学習時には入力画像に data aug-

mentationとして random crop，flip，rotation，color

jitterに加えて，提案手法である body hair augmenta-

tionを適用した．Mean teachersのハイパーパラメー

タとして，ema decay rate=0.999，consistency lossに

mean squared errorを使用した．予測時には cross val-

idationで学習させた 5つのモデルの予測値を平均し，

最終的な予測結果とした．

ISIC2018公式評価セットに対するクラスごとの平均

1ISIC 2018: Skin Lesion Analysis Towards Melanoma De-
tection https://challenge2018.isic-archive.com/

識別率の平均 (balanced accuracy) の結果を 表 1 に

示す．ベースラインのモデルに対して半教師あり学習

の mean teachersを適用することにより 1%程度の精

度向上が見られた．また提案手法を適用することによ

り 3%程度の精度向上が確認できた．最終的に半教師

あり学習と提案手法を組み合わせることで，平均して

4%程度の識別精度向上を達成した．

4 おわりに
本研究では，体毛の有無に頑健となるように学習を

行う body hair augmentationを導入した．最先端の深

層学習モデルに対して提案手法を適用することで診断

精度およびモデルの頑健性向上を確認した．
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